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RESUMO  

 

A Caatinga Arbórea é uma tipologia vegetacional da Caatinga, bioma exclusivamente 

brasileiro, composta por diversas espécies de interesse medicinal, alimentício (humano e 

animal) e econômico. O conhecimento do seu estoque volumétrico é fundamental na 

elaboração de planos de manejo e o uso das Redes Neurais Artificiais é um método que se 

destaca por sua capacidade de produzir excelentes resultados. Assim, o objetivo deste 

trabalho foi avaliar o treinamento de RNA com diferentes números de indivíduos para o 

algoritmo genético NEAT, na estimativa do volume comercial de árvores de Caatinga 

arbórea para identificação da melhor configuração para o treinamento com menor custo 

computacional. Dados de volume comercial com casca de 300 indivíduos foram obtidos 

para compor a base de dados para o processamento com as Redes Neurais Artificias usando 

o algoritmo genético NEAT. O processamento foi composto por duas fases, na qual a 

primeira continha redes com 10 indivíduos até 100 em intervalos de 10 indivíduos e a 

segunda, redes de 100 indivíduos até 1000 em intervalos de 100 indivíduos. Realizou-se 

uma análise das estatísticas correlação e raiz quadrada do erro médio para cada fase para 

comparar as diferentes configurações que geraram resultados satisfatórios. Após a análise, 

foi constatado que os resultados da validação foram diferentes para as fases 1 e 2. As redes 

com número de indivíduos inferior a 300 no treinamento foram descartadas e a partir de 

400 indivíduos, com densidade populacional de 0,1, apresentaram resultados mais 

satisfatórios. Além disso, foram comparados esses resultados a partir do teste de Sinal com 

nível de significância de 5%. Assim, concluiu-se que a melhor configuração para o 

treinamento de redes neurais artificiais para estimar o volume comercial com casca, 

utilizando como variáveis de entrada o DAP e HT com o algoritmo NEAT com menor custo 

computacional é considera 500 indivíduos para o tamanho da população com densidade 

populacional de 0,1.  

Palavras-chave: Caatinga. Algoritmo Genético. Produção Volumétrica. Tamanho 

Populacional. 
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1. INTRODUÇÃO  

 

A Caatinga é um bioma exclusivamente brasileiro que ocupa uma área de 844.453 

km2, 10% do território do país, distribuída nos estados do Ceará, Alagoas, Minas Gerais, 

Bahia, Maranhão, Paraíba, Pernambuco, Piauí, Rio Grande do Norte e Sergipe. 

Subdivisão deste bioma, a Caatinga Arbórea é composta por diversas espécies de interesse 

medicinal, alimentício (humano e animal) e econômico (RIZZINI, 1997), além da 

utilização da sua madeira para serraria e carvão, como exemplo da Jatropha molíssima 

(Pohl) Baill. (Pinhão), a Ziziphus joazeiro Mart (Juazeiro) e Myracrodruon urundeuva 

Allemão (Aroeira), comumente destacadas em planos de manejo no bioma. 

Diante da importância e uso da Caatinga, em especial da Caatinga Arbórea, 

tipologia vegetal bastante manejada, faz-se necessário, realizar estudos para obtenção do 

estoque volumétrico presente com maior precisão, para adequada supressão dos 

indivíduos, valoração e quantificação do que será explorado (SANQUETTA et al., 2014). 

Comumente, para conhecimento do estoque de madeira, usa-se equações 

volumétricas ajustadas para estimar o volume da vegetação, porém os modelos 

matemáticos encontrados na literatura nem sempre conseguem explicar o comportamento 

dessa variável de forma satisfatória devido à alta variabilidade que envolve algumas 

situações, como solo, espécie e bioma interferindo diretamente no comportamento de 

forma das árvores e consequentemente em seu volume (REZENDE et al., 2006).  

Como saída, pode-se fazer uso de outras ferramentas de aprendizagem 

computacional, como as Redes Neurais Artificiais (RNA) por exemplo. 

As Redes Neurais Artificiais (RNAs) são sistemas complexos que, através da 

entrada de dados, detectam padrões e funcionam similarmente a um cérebro humano, 

capazes de fazer interpolações e extrapolações de forma linear e geram cenários distintos 

em diferentes arquiteturas que são algoritmos ligadas aos neurônios (HAYKIN, 2001; 

BRAGA et al., 2014). Essa metodologia tem se destacado pela sua capacidade de produzir 

excelentes resultados e pela tendência em gerar erros mínimos. Alguns trabalhos foram 

realizados para estimar o volume de árvores da Caatinga, a partir de RNA, com resultados 

promissores (ABREU, 2019; GOMES, 2017; ARAÚJO, 2015). 

Um dos algoritmos que pode se destaca para o treinamento de RNA para árvores 

nativas é o Neuroevolution of Augmenting Topologies (NEAT). O NEAT, é um algoritmo 

genético de otimização e busca, baseado na teoria da seleção natural e genética de Darwin, 

que a partir de uma técnica de um algoritmo evolutivo ajusta simultaneamente os pesos 

sinápticos e a topologia de uma Rede Neural Artificial. 
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Ao mesmo tempo que o NEAT se configura como um excelente algoritmo para o 

treinamento de redes para estimar volume de espécies nativas, um alto tempo 

computacional é exigido pelo o algoritmo, quando em sua parametrização um grande 

número de indivíduos. No algoritmo NEAT, há a possibilidade de alterar configurações 

de população e suas densidades iniciais.  

Nesse sentido, Gomes (2017), realizou testes para as populações de 300, 600, 800, 

1000 e densidades de 0,1 e 0,5 em referência aos parâmetros avaliados por Araújo (2015). 

O autor verificou que o número de populações iniciais necessárias, as redes NEAT 

apresentaram estabilidade com populações acima de 800 no momento de treinamento, e 

seu comportamento na validação é influenciado pela quantidade de neurônios de entrada. 

Não é recomendado o uso de densidade de 0,5, em que os melhores desempenhos se 

mostraram a partir de 800 populações e densidade de 0,1. 

Contudo, não se verificou nas abordagens com uso do NEAT, o uso de populações 

inferiores a 300 indivíduos. Valores de ciclos inferiores são interessantes, por se tratar de 

um algoritmo com alto consumo de tempo e processamento se comparado às outras 

topologias e tipos de redes (STANLEY; MUKKULAIEN, 2002; CAAMAÑOS et al., 

2014).  

 Diante disso, o presente trabalho teve por objetivo avaliar o treinamento de RNA 

com diferentes números de indivíduos para o algoritmo genético NEAT, na estimativa do 

volume comercial de árvores de Caatinga arbórea, na busca da melhor configuração para 

a geração de redes satisfatórias com o menor custo computacional. 
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2. REFERENCIAL TEÓRICO 

 

2.1 Volumetria de Espécies Nativas 

 

No Brasil, o uso da lenha no Nordeste é uma pratica recorrente que acontece desde 

o início da colonização e perdura de maneira intensa até os dias atuais, aumentando 

constantemente a pressão sobre os recursos florestais naturais (FIGUEIRÔA et al., 2005). 

O estudo do volume representa uma das melhores formas de conhecer o potencial 

produtivo em florestas e o conhecimento do seu estoque é essencial para todas as 

atividades de planejamento (MACHADO et al., 2000; THOMAS et al., 2006; FRANCO 

et al., 1998). Contudo, ainda são poucos estudos que analisam a volumetria para espécies 

nativas brasileiras, considerando as distinções existentes no país, tanto no que tange a 

variabilidade genética da flora brasileira, quanto variações topográficas em algumas 

regiões do país. A existência de tal informação não se apresenta de forma oficial em 

diversos estados brasileiros (COLPINI et al., 2009; SANTOS et al., 2012).  

Existem várias formas de se obter o volume da vegetação. Uma delas, é a partir 

da cubagem, que consiste em coletar dados para obter os volumes, a partir da medição de 

diâmetros em diferentes posições dos fustes das árvores e da soma dos volumes calculados 

para as seções definidas pelos as alturas de medição. Por efeito de apresentar fustes com 

características diferentes para florestas tais como plantadas ou nativas, aplicação do 

método de cubagem necessita escolha de uma das fórmulas recomendadas. As fórmulas 

de Huber, Newton e Smalian para determinação são as mais usuais dentro do processo de 

mensuração florestal. 

Pode-se obter o volume de árvores também pelo método de deslocamento de água. 

Isso pode ser operacionalizado por um xilômetro, que consiste em um tanque cheio de 

água associado a um circuito eletrônico que mede o volume de água deslocado quando 

uma tora é submersa no tanque. Apesar de ser um método que proporciona a medida mais 

próxima do valor exato do volume de fustes de árvores (SOUZA et al., 2017), este 

procedimento não é muito usado no setor florestal e não apresenta muitos estudos. 

Os dados obtidos por esses métodos servem para ajustar equações matemáticas 

por regressão, para estimar o volume das árvores as equações de volume são divididas em 

equações de simples entradas, em que o volume é estimado somente a partir dos diâmetros 

a 1,30 m do solo (DAP) e para sua eficiência, exigem fortes correlações entre o volume e 

altura das árvores. Já as equações de dupla entrada, estabelecem uma relação entre o 
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volume e o DAP e altura das árvores. Esse segundo grupo, por usar duas variáveis (DAP 

e altura) para estimar o volume, tendem gerar estimativas mais precisas. 

As equações podem ser ajustadas por espécie, por grupo de espécies, o que é 

convencionado, ou para algumas espécies importantes, a depender do interesse em termos 

de planos de manejo, baseado nos objetivos do inventário florestal (SCOLFORO et al., 

2008; SANQUETTA et al., 2011; SOARES et al., 2011a; SANTOS et al., 2012). 

Entretanto na prática de medições, dentro de uma rotina clássica de inventário florestal, 

raramente se ajusta equações de volume por espécie. Isso se deve ao fato de que existem 

espécies que são raras em certas comunidades vegetais, o que impede a composição de 

uma boa base de informações de cubagem rigorosa representativa (em número de 

observações) para tais espécies. Um outro aspecto é que não raro, alguns indivíduos não 

são identificados, durante o levantamento de dados. Esses aspectos impedem a 

estratificação da base de dados para ajustes de equações por espécie. 

Nas últimas décadas, com foco na melhoria de estimativas de volume de árvores 

em florestas plantas e nativas e redução do número de indivíduos amostrados em 

inventários florestais, técnicas de aprendizagem de máquina passaram a ser avaliadas, 

com destaque para as redes neurais artificiais. 

 

2.2 Redes Neurais Artificiais (RNA) 

 

As Redes Neurais Artificiais (RNA) são modelos computacionais inspirados no 

sistema nervoso dos seres vivos. São sistemas que atuam de forma semelhante sendo 

constituídos por unidades de processamento simples, também denominadas neurônios 

artificiais, conectadas entre si de maneira particular com propósito efetuar determinada 

tarefa (BINOTI, 2010).  

Durante o processamento, as redes têm tendência a demonstrar capacidades de 

aprender com o modelo padrão, dando resultados com informações relevantes baseado no 

que foi aprendido. Deste modo, os neurônios artificiais são apresentados como modelos 

matemáticos similares aos neurônios biológicos e processam as informações recebidas e 

ponderadas por pesos sinápticos com resposta única (HAYKIN, 2001; BRAGA et al., 

2007). 

A aplicação de Redes Neurais Artificiais na área florestal tem demonstrado alta 

relevância por apresentar bons resultados, por exemplo, na classificação de estágios 

sucessionais na Amazônia (KUPLICH, 2009), estimação do volume de árvores (BINOTI 
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et al., 2014), modelagem da distribuição diamétrica (DIAMANTOPOULOU et al., 2015) 

e modelagem do crescimento em diâmetro (REIS et al., 2016). 

 

2.3 Tipos de RNAs 

 

Na área florestal, diversos tipos de arquiteturas de Redes Neurais Artificiais foram 

avaliadas. As Radial Basis Function (RBF) e redes Multilayer Perceptron (MLP) são as 

mais usadas e ambas são classificadas como RNA do tipo feedforward (BRAGA et al., 

2014).  

 

2.3.1 Radial Basis Function 

 

A Radial Basis Function (RBF) (Figura 1), constitui-se em uma rede de função de 

base radial, é composta por três camadas que possuem funções diferentes. A camada de 

entrada é formada por unidades sensoriais que conectam a rede ao ambiente em que ela 

está inserida; a segunda camada, única camada oculta existente na rede, executa uma 

transformação não linear do espaço de entrada para um espaço oculto; a camada de saída 

que se apresenta de forma linear projetada para dar resposta da rede a um padrão de 

ativação na camada de saída (HAYKIN, 2001; BRAGA et al., 2014). 

  

Figura 1 – Estrutura de uma rede de funções de base radial. 

 

 

 

 

 

 

 

 

 

 

Fonte: HAYKIN et al., 2009. 
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2.3.2 Multilayer Perceptron 

 

As redes Multilayer Perceptron (MLP) (Figura 2), são uma das mais importantes 

classes de redes neurais e são mais aplicadas para resolver diversos problemas. São redes 

que possuem uma camada de entrada que recebe os valores de entrada e as transfere 

ponderadas por pesos sinápticos à camada intermediária ou oculta que aplica 

transformações matemáticas e as transfere para a camada de saída que, por sua vez, 

fornece a resposta da rede. Durante este processo, o treinamento é efetuado de forma 

supervisionada através de um algoritmo muito popular conhecido como algoritmo de 

backpropagation (GOMES et al., 2017). 

 

Figura 2 – Arquitetura de uma rede Multilayer Perceptron (MLP) do tipo feedfoward. 

 

 

 

 

 

 

 

 

 

Fonte: Gomes et al. (2017) 

 

2.4 Algoritmos 

 

2.4.1. Backpropagation 

 

No sistema computacional cada rede é adaptada a um algoritmo que consegue 

proporcionar ou executar um treinamento. Existem diversos algoritmos reconhecidos 

como determinante para resolver problemas complexos. No caso do backpropagation, é 

algoritmo baseado na regra de aprendizagem apresentando várias formas de se obter um 

resultado satisfatório, com modelo da correção de erro (SILVA et al., 2017).  

O algoritmo backpropagation contém duas etapas através das diferentes camadas 

da rede: uma etapa para frente, a propagação (foward), e outra para trás, vista como 

retropropagação (backward). No caso da propagação, existe um elemento chamado de 
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vetor de entrada, aplicado às unidades sensoriais da rede, onde informações se propagam 

ao longo da rede, camada por camada. Para outra situação, existe um sinal de erro na saída 

da rede subtraída da resposta desejada. Esse sinal de erro é então retropropagado, camada 

por camada, da camada de saída para a camada de entrada (BRAGA et al., 2014; 

HAYKIN, 2009; SILVA et al., 2010). 

 

2.4.2. Algoritmo Genético: Neuroevolution of Augmenting Topologies (NEAT) 

 

Além do backpropagation, existem também algoritmos denominados como 

genéticos e capazes de solucionar problemas mais complexos para dentro de estudos de 

Inteligência Artificial (AI). Um algoritmo genético tem como finalidade a otimização e a 

procura da melhor solução para diversos problemas. Seu funcionamento é baseado no 

aspecto de evolução natural, ou melhor, pratica da teoria da seleção natural, favorecendo 

o início de grande variedade de seres vivos com padrão bem definido. É a chave no 

processo de avaliação de elementos ou espécies a se adaptar em meio (KRAMER, 2017). 

Neste caso, o Algoritmo mais usado é o Neuroevolution of Augmenting Topologies 

(NEAT). O NEAT é um algoritmo genético que objetiva o seu aproveitamento de uma 

rede pelo meio de sua estrutura, diminuindo o tamanho da pesquisa dos pesos das 

conexões de uma rede neural. É um algoritmo que apresenta princípios da computação 

evolutiva e dos algoritmos genéticos, trabalhando uso de genes, genótipos, fenótipos e 

seu processo evolutivo. O NEAT funciona de forma que, os genes possam ser dispostos 

de maneira ordenada quando existe cruzamento. Os genomas são representações de 

conectividade da rede. Existe lista de genes de conexão distribuída em diferente genoma, 

cada um referenciando a dois genes de nó conectados, ou seja, gene de conexão possui 

um nó de entrada, um nó de saída, seus respectivos pesos, a habilidade de estar ou não 

ativado e um número de inovação, que permite encontrar os genes correspondentes 

(STANLEY; MIIKKULAINEN, 2002). 
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3. MATERIAL E MÉTODOS 

 

3.1. Caracterização da área de coleta de dados 

 

Os dados para este estudo foram coletados na Floresta Nacional Contendas do 

Sincorá (FLONA), localizada no município de Contendas do Sincorá-BA. A FLONA é 

uma unidade de conservação introduzida no grupo de uso sustentável, segundo a Lei n° 

9.985, que determina o Sistema Nacional de Unidades de Conservação (BRASIL, 2000). 

A Floresta Nacional Contendas do Sincorá possui área de 11.215,78 hectares e 

está situada nas coordenadas 13°55'14,51"S e 41°6'54,79"O (Figura 3). 

O solo predominante na área é o Latossolo Vermelho-Amarelo, com expressivas 

faixas de Neossolos Litólicos a oeste e leste do município de Contendas do Sincorá 

(INEMA, 2014). O clima é semiárido quente do tipo BSwh', conforme a classificação de 

Köppen com valores pluviométricos que chegam entre 500 a 1.000 mm anuais, 

temperatura de 21 a 28 °C e umidade relativa de 60 a 70%. 

 

3.2. Área amostral e critérios de inclusão 

 

Para seleção de indivíduos foram utilizados os dados de inventário, de um 

experimento da Universidade Estadual do Sudoeste da Bahia (UESB), onde distribuiu-se 

em uma área de Caatinga arbórea arbustiva, três blocos com 16 parcelas cada, sendo cada 

parcela subdividida em parcelas de 400 m² (20m x 20m), totalizando 1,92 ha amostrados 

(Figura 3) 

Figura 3 – Localização da FLONA Contendas do Sincorá com a respectiva alocação dos 

três blocos onde foram aplicados os tratamentos e as atividades de cubagem 

rigorosa. 

 

 
Fonte: Gomes et al. (2017) 
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Foram medidos todos os indivíduos dentro da parcela com diâmetro a 1,30 m do 

solo (DAP) superior ou igual a 5 cm, usando a suta para medição e estimativa visual para 

determinar a variável altura em todas as parcelas. 

 

3.3. Cubagem Rigorosa 

Os dados de cubagem usados neste estudo foram coletados por Gomes (2017) e 

cedidos para este estudo. Detalhes da coleta são descritos a seguir. 

Os diâmetros foram agrupados em classes diamétricas para obter-se amostragem 

significativa do volume comercial com casca (VCcc, em m³), considerando amplitude de 

5 cm por classes. 

 A cubagem foi realizada utilizando o método de Smalian, com medições das 

seções ao longo do fuste, nas posições 0,1; 0,3; 0,5; 0,7; 0,9; 1,1; 1,3; 2,0; metros e assim 

sucessivamente, até a altura total (CAMPOS; LEITE, 2013; MACHADO; FIGUEIREDO 

FILHO, 2009; SOARES et al., 2006). Desse modo, foi estabelecido um limite mínimo de 

3 cm de diâmetro ao medir cada seção, bem como realizadas avaliações de galhos com 

circunferência superior à 3 cm de diâmetro (Tabela 1). 

 

Tabela 1 – Frequência absoluta por classe diamétrica dos indivíduos mensurados na 

Floresta Nacional Contendas do Sincorá (FLONA), de espécies da caatinga 

arbórea. Fonte: Gomes, 2017. 

 

Classes Intervalos 
Frequência 

Vol. (m³)1 
cubagem 

1 4,9  ├── 9,9 191 2,98483 

2 9,9  ├── 14,9 63 3,26639 

3 14,9├── 19,9 23 2,58930 

4 19,9├── 24,9 12 2,76315 

5 24,9├── 29,9 3 0,94196 

6 29,9├── 34,9 1 0,21927 

7 34,9├── 39,9 3 1,37436 

8 39,9├── 44,9 2 1,28857 

9 44,9├── 49,9 1 0,72836 

10 49,9├── 54,9 1 1,07307 

TOTAL 300 17,22926 
1 volume comercial da cubagem rigorosa referente ao somatório por classe diamétrica. 
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Ao considerar os dados de volume resultantes da cubagem rigorosa com 300 

observações de 24 espécies identificadas e 5 espécies a nível de gênero, observou-se 

também, 63 espécies não identificadas devido a perda de folhas decorrente à época de 

precipitação muito baixa. As seguintes variáveis quantitativas foram consideradas: 

diâmetro com casca a 1,3 m de altura (DAP), altura total – em metros (HT) e o volume 

comercial com casca (VCcc, em m³). 

A partir dos dados de cubagem rigorosa, obteve-se os volumes comerciais (até a 

altura de fuste) de cada indivíduo mensurado e gerou-se a base de dados para o 

treinamento das RNA. Essa base constituiu-se de dados para cada indivíduo mensurado 

de DAP, altura total (HT) e volume comercial com casca (VCcc), além da identificação a 

nível de espécie. 

 

Tabela 2 – Valores globais das variáveis quantitativas mensuradas na cubagem. 

Variável Mínimo Máximo Médio Desvio Padrão 

DAP (cm) 5,00 52,60 10,50 6,96 

HT (m) 3,50 11,50 6,74 1,41 

VCcc (m³) 0,00354 1,07307 0,05743 0,11392 

Fonte: Gomes, 2017.  

 

3.4. Redes Neurais Artificiais 

 

 Neste estudo, a arquitetura de rede usada foi a MLP. Foram testadas 30 redes para 

cada estratégia avaliada com o algoritmo Neuroevolution of Augmenting Topologies 

(NEAT), utilizando o software NeuroForest 4.0. 

 As RNA treinadas, apresentaram uma configuração em relação às variáveis 

utilizadas, compatíveis às equações de volume de dupla entrada. Na camada de entrada, 

utilizou-se dois neurônios, para as variáveis DAP e altura total (HT), oito neurônios na 

camada oculta, e um neurônio na camada de saída para o volume comercial com casca 

(VCcc) 

A base de dados foi dividida em 70% para treinamento e 30% para validação. No 

treinamento das redes foi considerado apenas a densidade populacional de 0,1, conforme 

ARAÚJO (2015), 1.000 ciclos, conforme Gomes (2017), com um número de indivíduos 

variando de 10 até 100 em um intervalo de 10 indivíduos para a primeira fase do 

processamento e de 100 a 1000 com intervalo de 100 para a segunda fase do 

processamento. 
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3.5. Critérios estatísticos para avaliação do desempenho das RNA 

 

Para estudo do comportamento das redes, foram avaliados o coeficiente de 

correlação entre os valores observados e estimados do volume (ryŷ) (Eq. 1) e a raiz do 

quadrado médio do erro absoluto (RQME) (Eq. 2) e relativo (RQME%) (Eq. 3). 

rYŶ =  
cov (Y,Ŷ)

√s2(Y)s2(Ŷ)

  (Eq. 1) 

 

RMSE = √∑ (Yɩ−Ŷɩ)
2n

ɩ=1

n
  (Eq. 2) 

 

RMSE% =
100

Ȳ
∗ √∑ (Yɩ−Ŷɩ)

2n
ɩ=1

n
  (Eq. 3) 

 

Onde: Y = volume comercial real; Ŷ = volume comercial estimado; Y̅ = média aritmética 

do volume comercial; n = número de observações. 

 

Utilizou-se gráficos do tipo boxplot para comparação dos resultados das 30 

redes para uma análise complementar. 

As redes que apresentaram os melhores resultados de treinamento foram 

comparadas, a partir da raiz do quadrado médio do erro absoluto (RQME), com o teste de 

sinais com um nível de significância estatística de 5% (SILVA JR; MAIA; 

CABACINHA, 2018). Esta análise foi realizada no software BioEstat 5.0. 

 

  



 

 

 

 20 

 

4. RESULTADOS E DISCUSSÃO 

 

As redes neurais artificiais foram treinadas e validadas em duas fases, a primeira 

com 10 até 100 indivíduos e a segunda de 100 a 1000, os resultados observados para os 

melhores resultados de treinamento e validação são apresentados na Tabela 3 e 4 

respectivamente.  

 

Tabela 3 – Características estatísticas do comportamento das melhores redes neurais artificiais 

com uso do algoritmo NEAT para estimativa do volume comercial da casca (VCcc), considerando 

populações de 10 até 100 indivíduos. 

Tamanho da 

população 
RNA 

(Id) 

Treinamento Validação 

𝒓𝐘Ŷ% RQME% 𝒓𝐘Ŷ% RQME% 

10 24 96,80 47,59 99,02 39,06 

20 14 96,80 47,58 99,03 39,20 
30 8 96,80 47,59 99,04 38,99 

40 14 96,80 47,59 99,02 39,13 

50 30 96,79 47,57 99,01 39,20 
60 18 96,80 47,58 99,03 39,05 

70 10 96,80 47,59 99,04 38,88 

80 10 96,80 47,59 99,03 39,07 
90 24 96,80 47,59 99,10 37,98 

100 10 96,79 47,58 99,05 38,63 

Onde: RNA (Id)= Identificador da rede; 𝑟YŶ%=correlação entre volume comercial real e estimado e 

RQME%= raiz do quadrado médio do erro.  

Fonte: Do autor, 2021.  

 

Tabela 4 – Características estatísticas do comportamento das melhores redes neurais artificiais 

com uso do algoritmo NEAT para estimativa do volume comercial da casca (VCcc), considerando 

populações de 100 a 1000 indivíduos. 

Tamanho da 

população 

RNA 

(Id) 

Treinamento Validação 

𝒓𝐘Ŷ% RQME% 𝒓𝐘Ŷ% RQME% 

100 10 96,79 47,58 99,05 38,63 

200 3 96,80 47,59 99,02 39,15 

300 14 97,90 38,84 97,88 45,10 
400 17 97,35 39,72 96,86 47,33 

500 25 98,19 35,40 97,60 41,95 

600 21 98,32 34,86 96,31 44,59 
700 28 98,22 35,77 98,40 46,19 

800 11 98,90 28,28 96,95 48,92 

900 12 98,42 33,73 96,25 63,27 

1000 26 98,22 35,70 98,09 42,80 

Onde: RNA (Id)=  identificador rede; 𝑟YŶ%=correlação entre volume comercial real e estimado e 

RQME%= raiz do quadrado médio do erro.  

Fonte: Do autor, 2021.  
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Observa-se pelos os resultados da Tabela 3, que para a fase 1 de processamento, 

tanto para o treinamento como para a validação, os valores de correlação e da raiz do 

quadrado médio do erro não sofreram grandes mudanças quando o tamanho da população 

aumentou de 10 para 100 indivíduos. 

Destaque para a população com 90 indivíduos, que retornou a maior correlação 

entre volume real e estimado (99,10%) e a menor raiz do quadrado do médio do erro para 

a validação ± 0,0218 m³ (37,98%). 

Já na fase 2 de processamento no treinamento, observa-se que ao aumentar o 

número de indivíduos de 100 até 800 as estatísticas analisadas tenderam a valores 

melhores, isto é, as correlações aumentaram e a RQME diminuíram, inclusive a valores 

melhores que os observados na fase 1. Para as populações de 900 e 100 a correlação voltou 

a diminuir enquanto a RQME aumentou. 

Destaque para a população com 900 indivíduos, que embora tenha gerado 

resultados muito bons na fase de treinamento, retornou valores de correlação (96,25%) e 

RQME igual a ± 0,0363 m³ (63,27%) para a validação. 

Contudo, o que chamou bastante atenção na fase 2, foi o comportamento 

verificado para as estatísticas na validação. Embora as redes tenham registrado excelentes 

estatísticas para o treinamento, na validação as estatísticas foram piores que as observadas 

na fase 1 de processamento. 

Na fase 1 de processamento (Figura 4), observou-se tanto no treinamento como 

na validação, uma grande variação no comportamento das redes neurais para alguns 

tamanhos de população. 

A mediana para a correlação aumentou a partir da rede com 20 indivíduos no 

treinamento (Figura 4a) e praticamente não se alterou até a rede com 100 indivíduos. Já 

para o RQME a rede com 10 indivíduos apresentou a maior mediana, a partir de 20 

indivíduos a mediana diminuiu e praticamente não se alterou até a rede com 100 

indivíduos.  

Com relação a validação verificou-se uma grande dispersão e uma forte assimetria 

nos resultados de correlação e RQME (Figura 4b, 4d) nas redes com 10, 20, 40 e 60 

indivíduos. Para a rede 10 do RQME no treinamento, a assimetria foi positiva, para as 

demais a assimetria foi negativa. Embora as demais configurações tenham apresentado 

uma dispersão menor, verificou-se ainda uma assimetria negativa para a rede com 30 

indivíduos e as demais configurações uma assimetria positiva, sendo que para as redes 

50, 70, 80, 90 e 100 a mediana foi igual ao primeiro quartil, resultado que pode estar 

associado ao grande número de valores discrepantes identificados na análise do boxplot. 
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Figura 4 - Boxplot para a correlação do treinamento (a), correlação da validação (b), RQME do 

treinamento (c) e RQME da validação (d) para a fase 1 de processamento dos dados. 

 
(a) 

 
(b) 

 
(c) 

 
(d) 

Fonte: Do autor, 2021.  

  

Diante dos resultados verificados na fase 1 de processamento, as redes com 

tamanho para a população inferiores a 70 indivíduos foram consideradas insatisfatórios e 

descartadas para a estimativa de volume comercial para Caatinga arbórea. 

Na fase 2 de processamento (Figura 5), observou-se resultados mais satisfatórios, 

exceto para as configurações considerando 100, 200 e 300 indivíduos que apresentaram 

ainda comportamento semelhante ao descrito para as redes da fase 1 de processamento.  

Esse comportamento era esperado, embora as redes com o maior número de 

indivíduos o custo computacional na etapa de treinamento seja maior, populações maiores 

toleram maior número de espécies potenciais, ou seja, maior quantidade de RNA testadas 

com alta diversidade topológica, aumentando as chances de obter bons resultados 

(STANLEY; MIIKKULAIEN, 2002). Comportamento semelhante foi também verificado 

por Araújo (2015) e Gomes (2017). 

Para o treinamento, a partir de 400 indivíduos a mediana da correlação aumentou 

até a rede com 800 e voltou a diminuir para as redes 900 e 1.000 indivíduos. Para o 

RQME, como esperado, verificou-se o contrário, a partir de 400 indivíduos os valores das 

medianas decresceram até o mínimo, que ocorreu na rede com 800, voltando a subir para 

as redes 900 e 1.000 indivíduos. 
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Figura 5 - Boxplot para a correlação do treinamento (a), correlação da validação (b), RQME do 

treinamento (c) e RQME da validação (d) para a fase 2 de processamento dos dados. 

 
(a) 

 
(b) 

 
(c) 

 
(d) 

Fonte: Do autor, 2021.  

 

Na validação, de maneira geral, observa-se correlações mais altas para as 

populações iniciais inferiores a 400 indivíduos, diminuição e uma maior variação nos 

valores de correlação até 1.000 indivíduos. Para a RQME, observa-se valores mais baixos 

para populações iniciais inferiores a 400 indivíduos, aumento e uma maior variação nos 

valores de RQME até 1.000 indivíduos. 

O ótimo desempenho do NEAT para populações com números de indivíduos 

acima de 300 no treinamento, pode estar associado ao algoritmo que busca diferentes 

topologias de rede a partir de uma estrutura básica e evolui a depender da complexidade 

do problema. Estas topologias podem envolver variadas combinações entre as ligações 

das variáveis e os neurônios, flexibilização dos pesos, ampliando assim as chances da rede 

em encontrar o erro mínimo global (STANLEY e MIIKKULAINEN, 2002). 

Araújo (2015) quando avaliou redes NEAT para estimar o volume de formações 

florestais no estado de Minas Gerias, testou as seguintes configurações para o 

treinamento: número de indivíduos da população variando em 100, 300, 500, 600, 800 e 

1.000 e densidades de conexões de 0,1 e 0,5. A autora constatou que somente a partir de 

populações maiores que 600 foram geradas redes com bom desempenho e concluiu que a 

partir das duas densidades de conexões analisadas (0,1 e 0,5), é possível obter estimativas 

volumétricas com bom grau de exatidão para as onze tipologias florestais estudadas e 

diferentemente ao verificado neste estudo, recomendou populações com número de 
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indivíduos maiores que 600, já que com populações inferiores não foram encontradas 

redes com bom desempenho para essa finalidade. 

Gomes (2017), avaliando o desempenho de redes treinadas com o algoritmo 

NEAT para caatinga arbórea, verificou que o melhor resultado foi obtido para a densidade 

de conexão 0,1 e população de 800 indivíduos. 

Após a análise dos resultados, percebe-se que as redes a partir de 400 indivíduos 

geram resultados mais satisfatórios, mesmo com estatísticas inferiores para a validação 

quando comparados as redes com populações menores.  

Os resultados sugerem que o algoritmo NEAT, quando se considera populações 

iniciais com muitos indivíduos, tendem a gerar redes com resultados mais confiáveis 

(redes com menor variação nos resultados), sobretudo quando são treinadas poucas redes.  

Neste estudo foram geradas, para cada estratégia estudada, 30 redes, com razoável 

variação nos resultados para populações inferiores a 70 indivíduos. 

Entre 70 e 100, as redes geram resultados bastante similares, portanto sem 

aparente ganho em retornar o erro mínimo global. Quando se aumenta os intervalos entre 

os tamanhos das populações de 10 para 100 indivíduos, verificou-se que até 300 

indivíduos não há melhoras e a partir de 400 até 1.000, há um aparente ganho no retorno 

do mínimo global, em redes com menores erros. 

De maneira complementar, comparou-se as redes a partir de 400 indivíduos pelo 

teste de Sinal com o nível de significância de 5% para a RQME do treinamento (Tabela 

5) e da validação (Tabela 6). 

 

Tabela 5 – Resultados das comparações de redes na fase de treinamento para RQME do teste de 

sinais, com um nível de significância de 5%. considerando o desempenho das redes com 

população a partir de 400 até 1000 indivíduos. 

 400 500 600 700 800 900 1000 

400  • • • • • • 

500   ns • • • ns 

600    • • • ns 

700     ns ns ns 

800      ns • 

900       ns 

1000        

Onde: “•” significativo para α=0,05; ns = não significativo. 

Fonte: Do autor, 2021.  
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Os resultados evidenciaram que no treinamento, a rede de 800 indivíduos (que 

apresentou menor mediana para a RQME) não se diferenciou estatisticamente apenas das 

redes com 700 e 900 indivíduos.  

Já para a validação a menor mediana para o RQME foi gerada para 400 indivíduos 

e apenas a rede de 600 indivíduos se diferenciou estatisticamente desta. 

 

Tabela 6 – Resultados das comparações de redes na fase de validação para RQME do teste de 

sinais, com um nível de significância de 5%, considerando o desempenho das redes com 

população a partir de 400 até 1000 indivíduos. 

 400 500 600 700 800 900 1000 

400  ns • ns ns ns ns 

500   ns ns ns ns ns 

600    ns ns ns ns 

700     ns ns ns 

800      • ns 

900       ns 

1000        

Onde: “•” significativo para α=0,05; ns = não significativo. 

Fonte: Do autor, 2021.  

 

 Como a raiz do quadrado médio do erro (RQME), é obtida a partir da diferença 

entre valor observado e valor estimado, ao comparar os valores obtidos para o RQME 

para as diferentes estratégias avaliadas para a validação, ou seja, quando a rede estima o 

volume comercial para dados que não participaram do treinamento da rede, constatou-se 

que todas as redes treinadas foram estatisticamente semelhantes à rede com 500 

indivíduos, sendo esse portanto, o menor tamanho para a população recomendado para o 

treinamento de redes com o algoritmo NEAT, para volume comercial de Caatinga arbórea 

com menor custo computacional em relação aos valores ora apontados pela literatura. 
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5. CONCLUSÃO 

 

Os resultados desse trabalho evidenciam a potencialidade do uso de rede neurais 

treinadas com o algoritmo Neuroevolution of Augmenting Topologies (NEAT) para 

estimar o volume na caatinga arbórea. Assim como, permitem concluir que durante o 

treinamento de redes para estimar o volume comercial com casca utilizando como 

variáveis de entrada o DAP e a HT, o algoritmo NEAT apresentou resultados mais 

robustos com populações a partir de 400 indivíduos e recomenda-se utilizar pelo menos 

500 indivíduos com densidade populacional de 0,1 e 1.000 ciclos durante o treinamento. 
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